
 

*Sorumlu Yazar/Corresponding Author: Samet Aymaz e-posta/e-mail: samet.aymaz@saglik.gov.tr 

Afyon Kocatepe Üniversitesi Fen ve Mühendislik Bilimleri Dergisi 
Afyon Kocatepe University – Journal of Science and Engineering 

https://dergipark.org.tr/tr/pub/akufemubid 
 

Araştırma Makalesi / Research Article 
DOI: https://doi.org/10.35414/akufemubid.1360156 

AKÜ FEMÜBİD 24 (2024) 025104 (320-329)  AKU J. Sci. Eng. 24 (2024) 025104 (320-329) 
 

Meme Kanseri Erken Teşhisi için MAMA ve KTB 
Kullanarak Geliştirilen Model 

 

Enhancing Early Breast Cancer Diagnosis with MRMR and 
GRU-based Model 
 

Samet AYMAZ*  
*Sağlık Bakanlığı, Trabzon İl Sağlık Müdürlüğü, Sağlık Bilgi Sistemleri Birimi, Trabzon 
  

© Afyon Kocatepe Üniversitesi 
 

Öz 
Meme kanseri, dünya genelinde kadınlarda en sık görülen 

kanser türlerinden biridir ve bu hastalıkta erken teşhis hayat 

kurtarıcı olabilir. Bu çalışma, Wisconsin Meme Kanseri Teşhisi 

(WMKT) veri setine odaklanarak meme kanseri teşhisi için doğru 

ve güvenilir bir model geliştirme amacı gütmektedir. Çalışmada, 

ilk aşamada Minimum Artıklık Maksimum Alaka Düzeyi (MAMA) 

yöntemi kullanılarak özellik seçimi yapılmıştır. Yöntem, veri 

madenciliği ve özellik seçimi alanında etkili bir araç olarak 

kullanılmaktadır. MAMA ile özelliklerin önem sıralaması 

yapılarak, sadece anlamlı olanlar kullanılmıştır. Özellik seçimi, 

modelin karmaşıklığını azaltırken performansı artırır. Daha 

sonra, MAMA ile seçilen bu özellikler, meme kanseri 

sınıflandırması için oluşturulan Kapılı Tekrarlayan Birim (KTB) 

tabanlı bir sinir ağı modeli ile sınıflandırılmaktadır. KTB, tek 

boyutlu özellik serilerini işleme yeteneğine sahiptir ve karmaşık 

sınıflandırma problemlerinde etkili sonuçlar verir. Sonuçlar, bu 

yenilikçi yaklaşımın meme kanseri teşhisinde oldukça başarılı 

olduğunu göstermektedir. Yapılan değerlendirmelerde doğruluk 

metriği için %98.28, kesinlik metriği için %98.59, duyarlık metriği 

için %98.59, özgüllük metriği için %97.67 ve F-puanı metriği için 

%98.59 değerleri elde edilmiştir. Sonuçlar yöntemin klinik 

uygulamalarda uzmanlara yardımcı olabileceğini ortaya 

koymaktadır. Önerilen yaklaşımın toplumun her kesimi için 

erişilebilirlik, basit sistemlerde bile hızlı ve yüksek doğrulukla 

çalışabilmek gibi önemli avantajları olduğu sonuçlardan 

anlaşılmaktadır. 

 

Anahtar Kelimeler Meme kanseri; MAMA yöntemi; KTB modeli; Özellik 
seçimi. 

Abstract 

Breast cancer is one of the most common cancers in women 

worldwide and early detection can be life-saving. This study 

aims to develop an accurate and reliable model for breast cancer 

diagnosis by focusing on the Wisconsin Breast Cancer Diagnosis 

(WDBC) dataset. In the first stage, feature selection was 

performed using the Minimum Redundancy Maximum 

Relevance (MRMR) method. The method is used as an effective 

tool in the field of data mining and feature selection. With 

MRMR, the importance of the features is ranked and only the 

significant ones are used. Feature selection improves 

performance while reducing the complexity of the model. Then, 

these features selected by MRMR are classified by a Gated 

Recurrent Unit (GRU) based neural network model for breast 

cancer classification. The GRU is capable of handling one-

dimensional feature series and gives effective results in complex 

classification problems. The results show that this innovative 

approach is highly successful in breast cancer diagnosis. In the 

evaluations, 98.28% for accuracy metric, 98.59% for precision 

metric, 98.59% for sensitivity metric, 97.67% for specificity 

metric and 98.59% for f-score metric were obtained. The results 

show that the method can help specialists in clinical practice. It 

is understood from the results that the proposed approach has 

important advantages such as accessibility for all segments of 

the society, fast and high accuracy even in simple systems.  

 
 
 
Keywords Breast cancer; MRMR method; GRU model; Feature selection. 

 
  

 

1. Giriş 

Meme kanseri, dünyada kadınlar arasında en sık görülen 

hastalık olarak öne çıkmaktadır. Bu hastalık erkeklerde de 

görülebilmektedir fakat kadınlarda görülme olasılığı 

erkeklerde görülme olasılığından daha fazladır.  2020 

yılında dünya çapında 2.3 milyon kadına meme kanseri 

teşhisi konulmuştur (İnt. Kyn. 1). Bu kadınlar arasında 

685.000 ölüm yaşanmıştır (İnt. Kyn. 1). 2020 yılı sonu 

itibarıyla, son 5 yılda meme kanseri tanısı alan 7.8 milyon 

kadın bulunmaktaydı (İnt. Kyn. 1). Bu sayılar meme 

kanserini dünyanın en yaygın kanseri haline 

getirmektedir. Meme kanseri dünyanın her ülkesinde 

ergenlik döneminden sonra her yaşta kadınlarda 

görülmekte, ancak ilerleyen yaşlarda artan oranlarda 

görülmektedir.  Bu kadar sık rastlanan bu hastalık, erken 

teşhis sayesinde kolaylıkla tedavi edilebilmektedir. 

Düzenli mamografi taramaları, meme kanserini erken 

evrede teşhis etmek için etkili bir yöntemdir. Ayrıca, 
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kendini muayene etmek ve doktora düzenli olarak gitmek 

de erken teşhise katkı sağlayabilmektedir. Bilgisayar 

destekli teşhis (BDT) teknolojisi, mamografi 

görüntülerinin daha hassas bir şekilde incelenmesine 

yardımcı olan önemli bir araçtır (Jalalian vd. 2013, Guo vd. 

2022, Sahu vd. 2022). Bu araç sayesinde meme kanseri 

vakalarının erken teşhisi mümkün olurken, tedavi şansı da 

büyük ölçüde artmaktadır. 

 

BDT, mamografi görüntülerini analiz etmek için 

bilgisayarları kullanan bir tekniktir. Bu sistemler, meme 

kanserini tespit etme ve sınıflandırmada radyologlar 

kadar iyi olabilmektedir. BDT sistemleri, mamografi 

görüntülerini analiz etmek için çeşitli teknikler kullanır. Bu 

teknikler, görüntülerdeki kanser özelliklerini belirlemek 

için matematiksel modeller ve istatistiksel yöntemler 

kullanır. BDT sistemlerinin etkinliği, test edilen veri 

kümesine ve kullanılan tekniklere bağlı olarak değişebilir. 

Bazı çalışmalar, BDT sistemlerinin radyologlar kadar iyi 

performans gösterdiğini belirtmiştir. Ancak, bu 

sistemlerin sınırlamaları da mevcuttur (Aswathy vd. 2017, 

Yusoff vd. 2023). Sınırlamalardan birisi sistemlerin kanseri 

yanlış pozitif veya yanlış negatif olarak teşhis etmesidir. 

Bu durum, gereksiz ameliyatlara veya kanser belirtilerinin 

gözden kaçmasına yol açabilir.  

 

Literatürde WMKT (Wolberg vd. 1995) veri setini kullanan 

farklı çalışmalar mevcuttur. Bu çalışmalardan birisi, Rasool 

vd. (2022) geliştirdiği, makine öğrenimi (MÖ) tabanlı 

tahmini modelleri kullanarak meme kanseri tanısını 

iyileştirmeyi amaçlayan yöntemdir. Bu yöntem, WMKT 

(Wolberg vd. 1995) veri kümesini kullanarak eğitilmiş 

çeşitli MÖ modellerinin performansını 

değerlendirmektedir. Sonuçlar, MÖ modellerinin 

radyologlardan kadar iyi performans gösterdiğini 

kanıtlamıştır. MÖ modelleri, kanseri doğru ve tutarlı bir 

şekilde tespit edebilmiştir. Diğer bir yayın Bhardwaj vd. 

(2022) tarafından geliştirilen meme kanseri 

sınıflandırması için MÖ'nün potansiyelini gösteren bir 

yaklaşımdır. MÖ modelleri, meme kanserini daha doğru 

ve tutarlı bir şekilde sınıflandırabildiğinden radyologların 

performansını artırabilirler. Bu yaklaşımda, meme kanseri 

sınıflandırması için MÖ algoritmalarının etkinliği 

gösterilmekle birlikte, bazı sınırlamalarından da 

bahsedilmektedir. Bu sınırlamalar arasında, MÖ 

modellerinin veri setine bağımlı olması ve veri ön işleme 

ve hiperparametre ayarlama gibi tekniklerin kullanımının 

karmaşık olması yer almaktadır. Yine bu alanda 

Mohammad vd. (2022), veri madenciliği sınıflandırma ve 

kümeleme teknikleri kullanılarak WMKT (Wolberg vd. 

1995) veri kümesi üzerinde meme kanseri patolojisinin 

teşhisi için bir yaklaşım önermişlerdir. Sonuçlar, 

sınıflandırma algoritmalarının kümeleme 

algoritmalarından daha iyi performansa sahip olduğunu 

göstermiştir.  Huang vd. (2022), Manifoldların Kararsızlığı 

için Görselleştirme (MKG) yöntemi ile özellik seçimi 

yapan, hiyerarşik kümeleme ve rastgele orman 

algoritması kullanarak meme kanseri sınıflandırması 

yapan bir yöntem önermektedir. Bu yöntem, WMKT 

(Wolberg vd. 1995) veri kümesini kullanarak yöntemin 

etkinliğini değerlendirmektedir. MKG, veri setindeki 

anormallikleri ve önemli özellikleri tanımlamak için 

kullanılır. Hiyerarşik kümeleme, verileri benzerliklerine 

göre kümelere ayırır. Rastgele orman algoritması (ROA) 

ise, bir dizi karar ağacından (KA) oluşan bir topluluk 

öğrenme algoritmasıdır ve özelliklerin sınıflandırılmasında 

kullanılır. Sonuçlar, yöntemin, kanseri doğru ve tutarlı bir 

şekilde tespit edebildiğini kanıtlamaktadır. Sahoo vd. 

(2022), Çok Katmanlı Algılayıcı (ÇKA) sinir ağı ve Öğretime 

dayalı Optimizasyon (ÖDO) kullanarak meme kanserinin 

saptanması için bir yöntem önermektedir. Bu yöntem, 

WMKT (Wolberg vd. 1995) veri kümesini kullanarak 

yöntemin etkinliğini değerlendirmektedir. Yöntem ÇKA ve 

Öğretme-Öğrenme Tabanlı Optimizasyon (ÖÖTO) 

yöntemlerinin etkili birleşiminden oluşmaktadır. ÇKA, 

kanseri tespit etmek için kullanılan bir sinir ağıdır. ÖÖTO 

ise, parametre optimizasyonu için kullanılan bir meta-

sezgisel algoritmadır. Yöntemin sonuçları, oluşturulan 

yaklaşımın bu alanda yardımcı bir araç olarak 

kullanılabileceğini göstermektedir. Suresh vd. (2022), 

dengesiz tıbbi hastalık verileri kümelerini sınıflandırmak 

için geliştirilmiş bir Çekişmeli Üretici Ağ (ÇÜA) 

(Goodfellow vd. 2014) yöntemini önermektedir. ÇÜA, iki 

ağdan oluşur: bu ağlardan birisi üretken ve diğeri ayırt 

edici ağdır. Üretici ağ, gerçek verilere benzeyen sentetik 

veri üretmekten sorumlu iken ayırt edici ağ, gerçek ve 

sentetik verileri ayırt etmekten sorumludur. Çalışmada, 

dengesiz tıbbi veri kümesi kullanılmaktadır. Dengesiz tıbbi 

veri kümeleri, sınıflara ait veriler arasında sayıca çok fazla 

fark olması anlamına gelmektedir. ÇÜA, WMKT (Wolberg 

vd. 1995) verilerinde %96.1'lik bir sınıflandırma doğruluğu 

elde etmiştir. Bu sonuç, geleneksel makine öğrenimi 

algoritmalarının önemli ölçüde üzerindedir. Yu vd. (2023), 

Pozitif-Negatif Grafik Kovaryans Sinir Ağı (PN-GKSA) adı 

verilen yeni bir modelin tanıtımını yapmaktadır. Bu 

yöntem genellikle bilgi sistemlerini sınıflandırmak için 

kullanılır. Çalışma, PN-GKSA’nın, Geleneksel Grafik 

Kovaryans Sinir Ağlarından (GKSA) daha iyi performansa 

sahip olduğunu göstermiştir. Albadr vd. (2023), meme 

kanseri tanısı için Hızlı Öğrenme Ağı (HÖA) algoritmasını 

kullanmakta ve algoritmanın bu alandaki potansiyelini 

göstermektedir. HÖA, meme kanseri tanısı için 
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kullanılabilecek önemli bir araçtır. Bu çalışma, meme 

kanseri tanısı için HÖA algoritmasının etkinliğini 

göstermekle birlikte, bazı sınırlamaları da vermektedir. Bu 

sınırlamalar arasında, HÖA algoritmasının veri setine 

bağımlı olması ve veri ön işleme ve hiperparametre 

ayarlama gibi tekniklerin kullanımının karmaşık olması yer 

almaktadır.  

 

Önerilen çalışma, WMKT (Wolberg vd. 1995) veri seti için 

Minimum Artıklık Maksimum Alaka Düzeyi (MAMA) 

yöntemi ve Yinelemeli Sinir Ağının (YSA) geliştirilmiş bir 

modeli olan Kapılı Tekrarlayan Birim (KTB) (Cho vd. 2014) 

yöntemlerinin etkili birleşiminden oluşmaktadır. Bu 

yaklaşımda MAMA yöntemi kullanılarak, WMKT (Wolberg 

vd. 1995) veri setindeki özelliklerin önem oranları ortaya 

çıkarılmaktadır. Böylece, veri setindeki özelliklerin önem 

sıralaması yapılarak, modelin daha az gürültüye sahip ve 

daha anlamlı verilerle çalışmasına olanak tanınır. Bu da 

makine öğrenimi modellerinin daha iyi performans 

göstermesini sağlar ve gereksiz özelliklerin eklenmesini 

önler. Daha sonra önem oranlarına göre düzenlenen veri 

seti, tarafımızca probleme özgü olarak tasarlanan KTB 

içeren YSA yapısı ile iyi huylu ve kötü huylu olmak üzere 2 

sınıfa ayrılmaktadır. KTB uzun vadeli bağımlılıkları 

yakalama, gradyan kaybolması sorununu daha az 

yaşaması, daha hızlı ve daha az kaynak gereksinimi gibi 

avantajlara sahiptir. Bu yapı kullanılarak, basit sistemlerle 

etkili kanser teşhisi yapılabilmektedir. Ayrıca, tıbbi verileri 

daha hassas bir şekilde analiz etme yeteneğine sahiptir ve 

uzun vadeli bağımlılıkları yakalayarak erken teşhislerin ve 

daha doğru teşhislerin yapılmasına katkıda 

bulunabilmektedir. Bu durum, kanserle mücadelede 

önemli bir rol oynayabilecektir. 

 

2. Materyal ve Metot  

Bu çalışma, özelliklerin önemini vurgulamak ve meme 

kanseri teşhisini daha etkili hale getirmek amacıyla 

MAMA (Toğaçar vd. 2020, Ahmed vd. 2020, Billah vd. 

2020) yöntemini ve KTB modelini bir araya getiren 

yenilikçi bir yaklaşım sunmaktadır. Bu yaklaşım, WMKT 

(Wolberg vd. 1995) veri seti üzerinde uygulanmıştır. 

Çalışma, meme kanseri teşhisinde özelliklerin önemini 

vurgulamak ve daha doğru teşhisler elde etmek için 

birleşik bir yaklaşım sunarak, hastaların erken teşhis ve 

tedavi alma şansını artırmayı hedeflemektedir. Bu 

nedenle, çalışmanın meme kanseri teşhisi alanında 

önemli bir katkı sağlama potansiyeli bulunmaktadır. 

Önerilen yaklaşıma ait akış tablosu Şekil 1 ile 

verilmektedir. Çalışmaya ait detaylar alt başlıklarda 

verilecektir. 

 

2.1 WMKT Veri Seti Özellikleri 

WMKT (Wolberg vd. 1995) veri seti, meme kanseri teşhisi 

ve sınıflandırması üzerine yapılan araştırmaların temel 

veri kaynaklarından birisidir. Bu veri seti, Wisconsin 

Üniversitesi Tıp Okulu'ndan Dr. William H. Wolberg 

tarafından toplanmıştır. Veri seti, meme kanseri teşhisi 

için kullanılabilecek çeşitli klinik ve hücresel özellikleri 

içerir. Toplamda 569 örnekten oluşan veri setinde, 

örneklerin 212'si kötü huylu ve 357'si iyi huylu meme 

tümörlerine aittir. 

 

WMKT veri seti (Wolberg vd. 1995) her bir örnek için 30 

özellikten oluşmaktadır. Bu veri setinin özellikleri, meme 

tümör hücrelerinin çekirdeklerinin boyutları, hücre şekli 

düzensizlikleri, çekirdek hücresinin büyüklüğü ve diğer 

morfolojik özellikleri gibi faktörleri içerir. Ayrıca, hücre 

çekirdeklerindeki bazı nükleer ve sitoplazmik özellikler de 

veri setinde yer alır. Her bir özellik, meme kanseri teşhisi 

için potansiyel olarak önemli bir bilgi kaynağıdır ve bu veri 

seti, meme kanseri teşhisinde makine öğrenimi 

algoritmalarının eğitilmesi ve test edilmesi için sıkça 

kullanılan bir kaynaktır. Veri seti, klinik olarak gerçek 

verilere dayanması, ileri seviye çok sayıda özellik 

barındırması ve geniş kullanım alanından dolayı farklı 

alanlarda tercih edilmektedir. Bu nedenle, hastalıkların 

daha erken teşhis edilmesi ve tedavi edilmesi konusunda 

önemli bir rol oynar. 

 

 
Şekil 1. Önerilen yaklaşımın akış diyagramı 
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2.2 MAMA Yöntemi ile Verilerin Öneminin Ortaya 

Koyulması 

MAMA (Ding vd. 2005, Toğaçar vd. 2020, Ahmed vd. 2020, 

Billah vd. 2020), veri madenciliği ve özellik seçimi alanında 

kullanılan bir yöntemdir. Bu yöntem, bir veri kümesindeki 

özelliklerin önemini belirlemek ve en fazla bilgi taşıyan 

özellikleri seçmek için tasarlanmıştır. Aynı zamanda, 

seçilen özellikler arasındaki benzerliği minimize etmeye 

çalışmaktadır. Bu yöntem ile en fazla bilgiyi içeren 

özellikler seçilerek, veri setinin içerdiği bilgiyi en iyi şekilde 

kullanmaya çalışmaktadır. 

 

MAMA yöntemi, özellik seçimi aşamasında gereksiz ve 

tekrarlı özellikleri elemek, modelin daha temiz ve anlamlı 

verilerle çalışmasını sağlamak ve aşırı uydurma 

(overfitting) sorunlarını azaltmak için etkili bir araçtır. Bu 

yöntem, özellikle büyük ve karmaşık veri setlerinde 

kullanıldığında, modelin performansını artırabilmekte ve 

daha iyi sonuçlar elde etmeye yardımcı olabilmektedir. 

MAMA yöntemi adım adım aşağıdaki şekilde 

çalışmaktadır. 

 

MAMA Adım-1 Veri Seti Hazırlanması: İlk adım, veri 

setinin hazırlanmasıdır. Veri seti içerisinde özellikler 

(bağımsız değişkenler) ve hedef değişken (sınıf etiketleri) 

bulunmaktadır. 

 

MAMA Adım-2: Özelliklerin İlgililik Skorlarının 

Hesaplanması: MAMA, her özelliğin hedef değişken ile 

ilişkisini ölçen bir ilgililik skoru hesaplamaktadır. İlgililik 

skoru, özelliğin hedef değişkeni ne kadar iyi açıkladığını 

göstermektedir.  İlgililik skoru denklem 1 (Toğaçar vd. 

2020) ile verilmektedir; 

 

𝑅(𝑋, 𝑌) =
𝐸[(𝑋−𝜇𝑋)(𝑌−𝜇𝑌)]

𝜎𝑋𝜎𝑌
          (1) 

 

Denklem 1’de özellik değerleri X ile, hedef değişken 

değerleri Y ile, X’in ortalama değeri 𝜇𝑋 ile, Y’nin ortalama 

değeri 𝜇𝑌 ile, X’in standart sapması 𝜎𝑋 ile Y'nin standart 

sapması 𝜎𝑌 ile temsil edilmektedir. 

 

MAMA Adım-3: Ardından, seçilen özellikler arasındaki 

redundans (artıklık) ölçülmektedir. Bu işlem, seçilen 

özelliklerin birbirine ne kadar benzediğini belirlemek için 

yapılmaktadır. Redundansı azaltmak, gereksiz tekrarlılığı 

önlemeye yardımcı olmaktadır. 

 

MAMA Adım-4 MAMA Skorunun Hesaplanması: İlgililik ve 

redundans bilgileri kullanılarak, her özellik için bir MAMA 

skoru hesaplanmaktadır. Hesaplanan skor, bir özelliğin 

hem ilgi çekici hem de diğer özelliklerle benzer olmayan 

bir özelliği temsil etme yeteneğini yansıtır. Skor hesabı 

denklem 2 (Toğaçar vd. 2020) ile yapılmaktadır. 

 

𝑀𝐴𝑀𝐴(𝑋) = 𝑅(𝑋, 𝑌) −
1

𝐾
∑ (𝑋, 𝑋𝑖)

𝐾
𝑖=1            (2) 

Denklem 2’de değerlendirilen özellik vektörü X ile hedef 

değişken değerleri Y ile, diğer özelliklerin sayısı ise K ile 

temsil edilmektedir. 

MAMA Adım-5 Sonuç Veri Seti Oluşturulması: MAMA 

skorları, özelliklerin sınıflandırma başarısına katkısını 

göstermektedir. Bu nedenle önerilen çalışmada, orijinal 

veri setindeki özellik vektörleri ile yöntem sonucu elde 

edilen önem oranları çarpılarak yeni, daha az gürültüye 

sahip bir veri seti elde edilir. 

 

2.3 Oluşturulan KTB Mimarisi ile Sınıflandırma 

KTB (Cho vd. 2014, Chen vd. 2019, Shadid vd. 2020, Saijad 

vd. 2020, Shewalkar vd. 2019), bir boyutlu özelik vektörü 

sınıflandırma için önemli bir YSA türüdür. Özellik 

sınıflandırma görevlerinde kullanılmasının nedeni, veri 

setinde oluşabilecek örüntüleri tahmin etme yeteneğine 

sahip olmasıdır. KTB, veri setindeki örüntü öğrenme 

yeteneği ile özellikler arasındaki önemli bağımlılıkları 

yakalayabilmektedir. Standart YSA’lara (Sherstinsky vd. 

2020, Kanita vd. 2019, Cho vd. 2014) göre KTB, uzun vadeli 

bağımlılıkları daha iyi ifade edebilmektedir. Bu durum, 

daha önceki iterasyonlardaki bilgilere dayalı olarak 

gelecekteki örüntüleri daha iyi tahmin etmeye yardımcı 

olmaktadır. Bu çalışmada, bir boyutlu özellik 

vektörlerinden oluşan WMKT (Wolberg vd. 1995) veri seti 

kullanıldığından KTB kullanılması oldukça uygundur. Bu 

çalışma için KTB uygulaması adım adım aşağıdaki gibidir; 

 

KTB Adım-1 Veri Hazırlığı: Çalışma WMKT (Wolberg vd. 

1995) kanser verilerinin sınıflandırılmasına 

odaklanmaktadır. Veri setlerinde her bir özelliğin 

sınıflandırmaya katkısı farklı olabilmektedir. Bu nedenle 

çalışmada ilk olarak veri setindeki özelliklerin önem 

oranları MAMA yöntemi ile belirlenmekte daha sonra 

orijinal veri seti bu önem oranlarına göre yeni bir veri 

setine dönüştürülmektedir. 

 

KTB Adım-2 Model Mimarisi Seçimi: Sınıflandırma 

problemlerine en önemli aşamalardan birisi mimariye 

karar verme aşamasıdır. Bu çalışmada probleme özgü 

olarak yeni bir mimari tasarımı oluşturulmuştur. Bu 

mimari, giriş, KTB katmanı, aktivasyon katmanı, tam-

bağlantılı katman ve sınıflandırma katmanından 

oluşmaktadır. Giriş katmanı, veri setinde her bir örnek 30 

özellikten oluştuğundan 30x1’lik bir vektördür. Giriş 
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katmanından sonra bir KTB katmanı gelmektedir. KTB 

katmanı, parametre olarak gizli katman sayısı 

içermektedir. Bu çalışmada gizli katman sayısına Izgara 

Arama (Nurdian vd. 2016) yaklaşımı ile karar 

verilmektedir.  Bu yaklaşım sonrası ilk KTB katmanı için 

gizli katman sayısı 15 olarak bulunmuştur. Gizli katman 

sonrası, bir adet aktivasyon katmanı gelmektedir. 

Aktivasyon katmanı olarak ReLU (Agarap vd. 2018, 

Shewalkar vd. 2019) seçilmiştir. ReLU katmanı (Agarap vd. 

2018, Shewalkar vd. 2019), gradyan kaybolmasını 

engelleyerek ağın eğitimine katkı sağlamaktadır. Daha 

sonra Seyreltme katmanı (Nitish vd. 2014, Shewalkar vd. 

2019) ile ilk blok tamamlanır ve bu katman ile ağın 

ezberlemesinin önüne geçilir.  Bu katmanlar sonrası bir 

KTB, bir aktivasyon ve bir seyreltme katmanı (Nitish vd. 

2014, Shewalkar vd. 2019) daha gelmektedir. Ağın 

derinliği denemeler sonucu bulunmuştur. Ağın derinliği 

arttıkça daha zor verilerin öğrenilmesi sağlanarak eğitim 

başarısı artırılmaktadır.  2. KTB katmanı için gizli katman 

sayısı 35 olarak bulunmuştur. Tüm bu katmanlar sonrası 

iki adet tam-bağlantılı katman gelmektedir. Peş peşe tam-

bağlantılı katmanlar, özellikler arasındaki karmaşık 

ilişkileri ifade ederek sinir ağına doğrusallık olmayan 

veriler ekler ve daha büyük veri setleri ve karmaşık 

görevler için daha fazla öğrenme kapasitesi sağlar. Ayrıca 

bu katmanlar, derinliği artırarak ağın daha fazla bilgiyi 

modelleyebilmesine yardımcı olmaktadırlar. Son olarak 

sınıflandırma katmanı kullanılarak, giriş katmanından 

verilen özelliğin iyi huylu ya da kötü huylu olarak 

sınıflandırılması sağlanmaktadır. Oluşturulan KTB 

Mimarisi detayları Çizelge 1 ile verilir. 

Çizelge 1. Oluşturulan KTB mimarisi 

Katmanlar Parametreler 

Giriş Katmanı Özellik Vektörü Boyutu= 30x1 

KTB Katmanı 1 Gizli Katman Sayısı=15 

Aktivasyon Katmanı ReLU 

Seyreltme Katmanı 0.2 

KTB Katmanı 2 Gizli Katman Sayısı=35 

Aktivasyon Katmanı ReLU 

Seyreltme Katmanı 0.2 

Tam-bağlantılı Katman1 Çıkış Boyutu=190 

Tam-bağlantılı Katman 2 Çıkış Boyutu=Sınıf Sayısı 

Sınıflandırma Katmanı   

 

KTB Adım-3: Model eğitimi ve hiperparametrelerin 

belirlenmesi, makine öğrenimi projelerinde kritik bir 

öneme sahiptir. Doğru model eğitimi, modelin verileri 

öğrenmesi ve gelecekteki tahminleri yapabilmesi için 

temel bir adımdır. Hiperparametrelerin uygun bir şekilde 

ayarlanması, modelin performansını optimize etmek için 

gereklidir. Bu süreçler, modelin başarısını belirlemede ve 

genelleme yeteneğini artırmada belirleyici bir rol oynar. 

Çalışmada model eğitimi k-katlamalı çapraz doğrulama 

kullanılarak gerçekleştirilmektedir. K değeri belirlenirken 

farklı değerler denenmiş ve en iyi sonucu k=5 değerinin 

verdiği görülmüştür. Ayrıca, hiperparametreler 

belirlenirken ızgara arama yaklaşımı kullanılmıştır. Bu 

yaklaşım sonucu elde edilen parametreler Çizelge 2 ile 

verilmektedir. 

Çizelge 2. Oluşturulan mimari için belirlenen parametreler 

Hiperparametreler Değerler 

k-katlama k=5 

Optimizasyon Yöntemi Adam (Kingma vd. 2014) 

Öğrenme Katsayısı 0.001 

Maks. Tur Sayısı 20 

Min. Parti Boyutu 4 

 

KTB Adım-4 Model Değerlendirmesi: Eğitilen KTB modeli, 

test verileri üzerinde değerlendirilmektedir. Modelin 

performansı, sınıflandırma doğruluğu, hassasiyet, 

duyarlılık, f-puan ölçütlerine göre değerlendirilmektedir. 

KTB, özellik vektörü sınıflandırma görevlerinde başarılı bir 

şekilde kullanılabilecek güçlü bir modeldir. İlgili verileri 

analiz etmek ve değişiklikleri yakalamak için bu tür bir 

modelin seçilmesi, daha doğru sınıflandırmalar 

yapılmasına yardımcı olmaktadır. 

3. Bulgular  

Bu çalışma, meme kanserinin bilgisayar destekli teşhisi 

için yeni bir yaklaşım sunmaktadır. Çalışmanın amacı, 

sınıflandırma başarısına etkisi az olan özelliklerin 

baskılanarak oluşturulan özgün KTB mimarisi ile kanserli 

hücrelerin tespitinin sağlanmasıdır.  Bu çalışmanın 

değerlendirilmesinde karışıklık (Sandra vd. 2019, Lewis 

vd. 2001) matrisinden hesaplanan doğruluk, kesinlik, 

duyarlık, özgüllük ve f-puanı (Roujol vd. 2014, Goutte vd. 

2005) metrikleri kullanılmaktadır. Metriklere ait 

denklemler sırasıyla Denklem 3-7 ile verilmektedir. 

Literatür bu alanda çok fazla çalışma içermektedir. Bu 

nedenle çalışmada son yıllarda yaygın olarak kullanılan 

yaklaşımlar ile karşılaştırmalar yapılmaktadır. Bu 

yöntemler, PN-GKSA (Bhardwaj vd. 2022), ÇÜA (Suresh 

vd. 2022), Naif Bayes (NB) (Mohammad vd. 2022), ÇKA ) 

(Mohammad vd. 2022), Destek Vektör Makineleri (DVM) 

) (Mohammad vd. 2022), K-En Yakın Komşu (KEK) ) 

(Mohammad vd. 2022), Genetik Programlama (GP) 

(Bhardwaj vd. 2022), Rastgele Ormanlar (RO) (Bhardwaj 

vd. 2022), Parçaçık Sürü Optimizasyonu (PSO) (Bhardwaj 
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vd. 2022) yöntemi, Topluluk Öğrenmesi (Rasool vd. 2022) 

yöntemi, Oylama Sınıflandırıcısı Yöntemi (Rasool vd. 

2022), Karar Ağaçları (KA) (Huang vd. 2022), AdaBoost 

(Freund vd. 1995, Huang vd. 2022) yöntemi, Lojistik 

Regresyon (LR), Çekirdek-Temel Bileşen Analizi (Ç-TBA) ) 

(Mohammad vd. 2022), DVM ile Stokastik Gradyan İnişi 

(SGİ) yöntemleri birleşimi, Doğrusal Ayırma Analizi (DAA) 

ve Rastgele yöntemlerinin birleşimi ve Gizli Koşullu 

Rastgele Alan (GKRA) (Huang vd. 2022) yöntemleridir. 

Doğruluk metriği, kanser teşhisi gibi önemli bir 

sınıflandırma görevinde model performansının 

değerlendirilmesine katkı sağlar. Bu metrik, bir modelin 

doğru tahminlerinin toplam örnek sayısına oranını yansıtır 

ve bu oran genellikle yüzde cinsinden ifade edilir. 

Doğruluk metriği denklem 3 ile hesaplanmaktadır. 

 

𝐷𝑜ğ𝑟𝑢𝑙𝑢𝑘 =
𝐷𝑜ğ𝑟𝑢 Ö𝑟𝑛𝑒𝑘 𝑆𝑎𝑦𝚤𝑠𝚤

𝑇𝑜𝑝𝑙𝑎𝑚 Ö𝑟𝑛𝑒𝑘 𝑠𝑎𝑦𝚤𝑠𝚤
𝑥100     (3) 

 

Doğruluk metriği, teşhisin doğruluğunu değerlendirerek, 

hastaların daha hızlı ve daha doğru bir şekilde tedavi 

edilmesine yardımcı olur. Bu çalışmada, önerilen yaklaşım 

literatürdeki farklı yaklaşımlar ile karşılaştırılmıştır. 

Karşılaştırma sonuçları Şekil 2 ile verilmektedir. En iyi 

sonuç %98.25 ile önerilen yöntemdedir. 

 
Şekil 2.  Test veri seti için doğruluk metriğine göre karşılaştırma 

sonuçları 

 

Kesinlik değeri, bir yöntemin ne kadar hassas ve kesin 

sonuçlar üretme yeteneği olduğunu yansıtmaktadır. 

Metrik, denklem 4 ile hesaplanmaktadır. Denklemde 

doğru pozitif ve yanlış pozitifler kullanılır. Doğru pozitifler 

(DP), modelin doğru olarak pozitif tahminlerini, yanlış 

pozitifler (YP) modelin yanlış olarak pozitif tahminlerini 

göstermektedir.  

 

𝐾𝑒𝑠𝑖𝑛𝑙𝑖𝑘 =
𝐷𝑃

𝐷𝑃+𝑌𝑃
𝑥100         (4) 

 Metrik sonuçları, yanlış pozitif sonuçların minimize 

edildiği ve sadece gerçek pozitif sonuçların kabul edildiği 

anlamına gelmektedir. Bu bağlamda, yüksek kesinlik 

değeri, yöntemin veri analizi veya teşhis gibi 

uygulamalarda gereksiz hataları önlemeye yardımcı 

olduğunu göstermektedir. Özellikle sağlık alanında, 

yüksek kesinlik değeri, yanlış teşhislerin ve gereksiz tıbbi 

müdahalelerin azaltılmasına katkı sağlar. Bu durum, 

hastaların yanlış teşhis sonucu olumsuz etkilenme riskini 

düşürerek, yöntemin güvenilirliğini ve hasta güvenini 

artırır. Bu çalışmada, önerilen yaklaşım literatürdeki farklı 

yaklaşımlar (Rasool vd. 2022, Bhardwaj vd. 2022, 

Mohammad vd. 2022, Huang vd. 2022, Suresh vd. 2022) 

ile karşılaştırılmıştır. Karşılaştırma sonuçları Şekil 3 ile 

verilmektedir.  En iyi sonuç %98.59 ile önerilen 

yaklaşımdadır. 

 
Şekil 3.  Test veri seti için kesinlik metriğine göre   karşılaştırma 

sonuçları 

 

F-puanı, bir sınıflandırma modelinin performansını ölçen 

ve kesinlik ile duyarlılık metriklerinin birleşimini temsil 

eden bir ölçüm metriğidir. Genellikle bilgisayar bilimleri, 

veri madenciliği ve sınıflandırma problemlerinin 

değerlendirilmesinde kullanılmaktadır. Kesinlik Metriği 

denklem 4 ile verilmektedir. Hassasiyet ve F-puanı 

metrikleri sırasıyla denklem 5 ve 6 ile verilmektedir. 

Denklemlerde, yanlış negatifler (YN) yanlış olarak 

sınıflandırılan negatif sınıfları ifade etmektedir. 

𝐻𝑎𝑠𝑠𝑎𝑠𝑖𝑦𝑒𝑡 =
𝐷𝑃

𝐷𝑃+𝑌𝑁
𝑥100      (5) 

𝐹 − 𝑃𝑢𝑎𝑛𝚤 =
2𝑥𝐻𝑎𝑠𝑠𝑎𝑠𝑖𝑦𝑒𝑡𝑥𝐾𝑒𝑠𝑖𝑛𝑙𝑖𝑘

𝐻𝑎𝑠𝑠𝑎𝑠𝑖𝑦𝑒𝑡+𝐾𝑒𝑠𝑖𝑛𝑙𝑖𝑘
𝑥100         (6) 

F-puanı, özellikle hastalıkların erken teşhisi için önemlidir. 

Erken teşhis, tedaviye daha erken başlama ve hastalığın 

ilerlemesini önleme şansını artırabilir. Yüksek F-puanına 

sahip bir teşhis yöntemi, hastalar arasında güven 

oluşturmaktadır. Bu çalışmada, önerilen yaklaşım 

literatürdeki farklı yaklaşımlar (Rasool vd. 2022, Bhardwaj 

vd. 2022, Mohammad vd. 2022, Huang vd. 2022) ile 

karşılaştırılmıştır. Karşılaştırma sonuçları Şekil 4 ile 

verilmektedir.  En iyi sonuç %98.59 ile önerilen 

yöntemdedir. 
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Şekil 4. Test veri seti için f-puanı metriğine göre karşılaştırma 

sonuçları 

 

Duyarlılık ve özgüllük, sınıflandırma problemlerini ve test 

değerlendirmesini yaparken birlikte 

değerlendirildiklerinde, birçok avantaj sunmaktadır. 

Yüksek duyarlılık, gerçek pozitif sonuçların kaçırılma 

riskini azaltırken, yüksek özgüllük yanlış pozitif sonuçları 

minimize eder. Bu iki metrik bir arada kullanıldığında, bir 

testin veya modelin performansını geniş bir perspektiften 

değerlendirmemize olanak tanır. Bu da, testin veya 

modelin hem doğrulukla ilgili hassasiyetini hem de yanlış 

teşhisleri önleme yeteneğini hesaba katan daha dengeli 

ve güvenilir sonuçlar elde etmemize yardımcı olur.  

Duyarlılık metriği denklem 5 ile hesaplanmaktadır. 

Özgüllük metriği ise denklem 7 ile hesaplanmaktadır. 

Denklemlerde, doğru negatifler, negatif sınıflara ait doğru 

tahmin sayısını vermektedir.  

Ö𝑧𝑔ü𝑙𝑙ü𝑘 =
𝐷𝑁

𝐷𝑁+𝑌𝑃
𝑥100         (7) 

Bu çalışmada, önerilen yaklaşım literatürdeki farklı 

yaklaşımlar (Bhardwaj vd. 2022, Mohammad vd. 2022, 

Huang vd. 2022, Alshayeji vd. 2022) ile karşılaştırılmıştır. 

Karşılaştırma sonuçları Çizelge 3 ile verilmektedir.  En iyi 

sonuç duyarlılık metriği için %98.59 ve özgüllük metriği 

için %97.67 sonucu ile önerilen yöntemdedir. 

Çizelge 3. Önerilen yöntemin duyarlılık ve özgüllük metriklerine 

göre karşılaştırma sonuçları 

Yöntemler 
Metrikler 

Duyarlılık (%) Özgüllük (%) 

B + Chi + Ç-TBA [9] 97.72 94.23 

ÇÜA [14] 93.62 94.52 

DAA+Rastgele [30] 95.6 95.7 

KA [10] 90 92.33 

AdaBoost[10] 91.1 94.61 

GKRA [10] 94.77 98.41 

ÇKA [9] 72.46 70.62 

Önerilen Yöntem 98.59 97.67 

 

Önerilen çalışma, zaman metriği kullanılarak diğer 

çalışmalarla karşılaştırılmaktadır. Zaman metriği, 

çalışmaların test veri setini ne kadar sürede 

sınıflandırdığını göstermektedir. Karşılaştırma sonuçları 

Çizelge 4 ile verilmektedir.  Çizelge incelendiğinde, zaman 

metriği açısından en iyi değerin 0.05 ile önerilen yönteme 

ait olduğu görülmektedir. 

Çizelge 4.  Önerilen yaklaşım ve literatürdeki yaklaşımlara ait 

test süreleri 

Önerilen Yöntem ve Literatürdeki Yöntemlere Ait Test 

Süreleri (sn.) 

Yöntemler LR 

DVM 

-SGİ ÇKA RO NB 

Önerilen 

Yöntem 

Zaman 0.34 0.13 3.10 0.06 0.08 0.05 

 

Sonuç olarak, önerilen yaklaşımın, basit sistemlerde 

yüksek doğrulukla çalışabilen bir sistem olduğunu 

vurgulamak önemlidir. Bu yaklaşım, kanser teşhisi sürecini 

hızlandırırken, düşük maliyetli ve kolayca uygulanabilir bir 

çözüm sunar. Basit sistemlerde bile yüksek doğruluk 

sağlaması, bu yöntemin tıbbi bakımdan kaynak sıkıntısı 

yaşanan bölgelerde veya erişim sorunları olan bölgelerde 

büyük bir potansiyele sahip olabileceğini göstermektedir. 

Bu yaklaşım, kanser teşhisinin erken ve etkili bir şekilde 

yapılmasını kolaylaştırarak hastaların daha iyi sonuçlar 

elde etmelerini sağlar. Çizelge 5, önerilen yaklaşımın 

koşulduğu sisteme ait Merkezi İşlem Birimi (MİB), 

Rastgele Erişimli Bellek (REB), Depolama Alanı ve İşletim 

Sistemine ait detayları vermektedir. 

Çizelge 5. Oluşturulan çalışmanın test edildiği sisteme ait bilgiler 

Sistem Bilgileri 

MİB Intel i5-10400  

REB 16GB 

Depolama 256GB SSD 

İşletim Sistemi Windows 10 

 
4. Sonuçlar ve Tartışma  

Bu çalışma, meme kanseri teşhisinde yeni bir yaklaşım 

sunmaktadır. WMKT (Wolberg vd. 1995) veri seti üzerinde 

uygulanan MAMA yöntemi ile özelliklerin önem 

dereceleri belirlenmiş ve veri seti daha anlamlı ve etkili 

hale getirilmiştir. MAMA tarafından sıralanan özellikler, 

gereksiz karmaşıklığı azaltarak, modelin daha kesin 

sonuçlar üretmesine katkı sağlamıştır. Daha sonra, bu 

özelliklerle oluşturulan veri seti, KTB içeren özel bir YSA 

yapısı ile sınıflandırılmıştır. KTB, uzun vadeli bağımlılıkları 

yakalama yeteneği, gradyan kaybını azaltma ve daha hızlı 

işleme gibi avantajlara sahiptir. Bu sayede, meme kanseri 

iyi huylu ve kötü huylu olarak etkili olarak 

sınıflandırılabilmektedir. Sonuçlar, önerilen yaklaşımın 

meme kanseri teşhisinde oldukça başarılı olduğunu 

göstermektedir. Bu yöntem, tıbbi verileri daha hassas bir 



 Meme Kanseri Erken Teşhisi için MAMA ve KTB Kullanarak Geliştirilen Model, AYMAZ. 

327 

şekilde analiz etme yeteneği sunmaktadır. Bu durum 

erken teşhislerin ve daha doğru teşhislerin yapılmasına 

yardımcı olabilir. Böylece hastaların daha erken müdahale 

ile başarılı tedavi olma olasılığı artar, bu da kanserle 

mücadelede önemli bir adım olabilir. Sonuç olarak, bu 

çalışma, MAMA ve KTB yöntemlerin birleşimi ile meme 

kanseri teşhisinin iyileştirilmesine odaklanmaktadır. 

 
Etik Standartlar Bildirgesi 

Yazarlar tüm etik standartlara uyduklarını beyan ederler. 

 

Yazarlık Katkı Beyanı 

Yazar: Kaynaklar, Araştırma, Deney, Yazma – orijinal taslak 

Görselleştirme, Yazma – orijinal taslak 

 

Çıkar Çatışması Beyanı 

Yazarların bu makalenin içeriğiyle ilgili olarak beyan edecekleri hiçbir 

çıkar çatışması yoktur. 

 

Verilerin Kullanılabilirliği 

Bu çalışma sırasında oluşturulan veya analiz edilen tüm veriler, 
yayınlanan bu makaleye dahil edilmiştir. 
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